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1．まえがき

現在，人間の代わりとしてロボットに作業させることを目的とした研究が盛んに行われている[8Ⅱ19)．ロ

ボットのほとんどは設計者によって与えられた制御則に従って行動する．この制御則をロボットに与えるこ

とは設計者が環境を熟知していることが前提である．しかし，設計者がその前提を満たすことは困難である

場合が多いそこで設計者がロボットに制御則を与えるのではなく，ロボットが環境に適応した制御則を自

律的に獲得する手法として強化学習(ReinfbrcementLeaming)が注目を集めている[4}[9][10][11][16][14][151[２０］
['8]・強化学習は，学習者(エージェント)が試行錯誤を通して環境に適応する学習制御の枠組みである．
今まで我々はロボットをエージェントとして現実世界とほぼ同様の空間の連続空間になる迷路問題を対象

とし研究を行ってきた[']・問題によってはエージェントが目標と目標に類似した状態を誤認識してしまい
ゴールに到達し難くなるという事態に陥り学習がなされない場合があった．これは，従来使用してきた距離

センサだけでは環境を把握するのに情報不足だったのではないかと考えられる．この問題を回避するには，

エージェントが目標状態と目標に類似している状態を判別できるようになることが必要不可欠であると考
えた．

そこで我々はエージェントに従来使用してきた距離センサに加え視覚'情報としてカメラを搭載することで

目標類似状態と目標状態を判別できるのではないかと考えた．そして，両状態を判別できればゴールに到達

し易くなり学習できるのではないかと考えられる．本論文では，シミュレータ上で，目標類似状態が複数存

在する迷路問題を対象として，強化学習エージェントに搭載されたカメラによる視覚情報の有効性を示す．

本論文は，第２章を強化学習の概要，第３章を本研究で扱う状態認識の説明，第４章を実験とその実験

結果による考察，第５章をむすびとする．

2．強化学習

強化学習とは，エージェントが図lのように環境との相互作用を繰り返し，環境に適応する学習制御の

枠組である．教師付き学習とは異なり，状態入力に対する正しい行動出力を明示的に示す教師が存在しな

い．その代わりエージェントは教師のかわりに報酬というスカラーの情報を手がかりに学習する．報酬を与

えるだけなので，設計者が問題環境に対して適切な制御則を与えなくても学習を行うことができるという

メリットがある．しかし，報酬にはノイズや遅れがあるため，行動を実行した直後の報酬をみるだけでは，

エージェントはその行動が正しかったかどうかを判断できないという困難を伴う．

ここでは，強化学習の学習の主体となるエージェントとマルコフ決定過程，強化学習の手法である環境同

定型と経験強化型，そして強化学習でよく用いられる行動を選択する手法について説明する．

2.1エージェント

エージェントは予め環境に関する知識を持たず，状態遷移を繰り返し，やっと目標にたどり着くような

段取り的な行動を行う．エージェントは図２のように３つのモジュールにより構成されている．状態認識

器はエージェントが現在存在する状態を認識する．そして状態認識器から学習器に現在の状態`情報を渡す．

学習器は強化学習を適用するモジュールである．学習器には各状態における行動の重みが蓄えられている．

そして学習器から行動選択器に重みを渡す．行動選択器はエージェントの次の行動の選択をする．
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図２エージェントの構成図１エージェントと環境の関係

2.2マルコフ決定過程(MarkovDecisionProcess,MDPs）

強化学習ではよく環境がマルコフ決定過程(MarkovDecisionProcess,MDPs)や非MDPsであることを

前提に研究を行う場合が多々ある[２１ＭDPSとは，現在の状態s(t)が－つ前の状態s(t－１)と行動α(t－１）
にのみ依存し，それ以前の過去の状態と行動に依存しないことである.

ＭDPSをグリッド環境を例に挙げて説明する．グリッド環境とは図３のように格子状(マス)で区切られ
た空間のことある．エージェントは図３で上下左右に移動できるとする．ＭＤＰｓの場合，図４のようにエー

ジェントが現在いるマスに移動する以前のマスは必ず上下左右のマスのうちのどれかである．しかし，図

５のようにエージェントが風の影響を受け次の状態が予測できない状況などは非MDPsである．要するに

MDpsではエージェントの現在の状態とエージェントの行動則から前の状態が予測できるが，非ＭＤＰｓで

はエージェントに他の影響が加わり現在の状態とエージェントの行動則から前の状態が予測できないとい

うことである．また，エージェント自身において摩擦や認識のずれなどがある場合も非ＭＤＰｓになる．す

なわち，エージェントが移動するような現実世界の問題の多くは非ＭＤＰｓであると考えられる．

■、■
■■■■■■■■■■
■■■■■■■■■

■ﾛ■■■■

Q--圏標

■■ﾛ■■Ⅲ■■■■
■■

図３グリッド環境

←震標
●

Ａgent

○

Agentが
移動する前の状態

■風

o-園標
●

Ａgent
○

Agentが
移動する前の状態
の候補

図５ 非ＭＤＰｓ図４ ＭＤＰｓ

2.3環境同定型

環境同定型は環境をすべて探索することで最適解を導き出す．しかしその前提としてＭＤＰｓを満たして

いなければならない．また最適解を導くには環境すべてを探索する必要があるので学習時間は膨大となる．

環境同定型に属する手法としてＴＤ学習，そしてＴＤ学習を発展させたQ-learningとActor-Criticなど
がある．次の節よりそれらの手法について説明する．

ＴＤ学習

ＴＤ学習(IbmporalDiflbrenceLearning)['1]は，経験から直接学習し，目標到達しなくても次の状態の
行動価値ＷＳ`+,)により現在の行動価値Ｖ(８t)を更新する．以下の更新式を用いて行動価値Ｖ(８t)を更新
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する．

Ｖ(８ｔ）←（１－α)Wsf)＋α(ｒｔ+,＋7Ｖ(８t+,)）

ここでｔは現在の時間，８tは現在の状態，８t+1は次の状態，ｒｔは環境から得られる報酬，α(o＜α二'）
は学習率，γ(o≦７＜1)は減衰率である．

Q-1earning

Q-learning['7]は，現在の状態行勤評価値Ｑ(Ｍ)に現在の状態から遷移可能な状態の最大状態行勤評価
値を減衰した値を反映させ，Ｑ(Ｍ)を強化する手法である．環境との試行錯誤による相互作用の繰り返し

を通してＱ(Ｍ)を推定する．次式を用いてＱ(Ｍ)を更新する．

Ｑ例信('-.)Q(Ｍ１+・(叶脳ＱＭ）
ここでｓは現在の状態，αは現在の状態における行動，ｓ'は次の状態，α'は次の状態における行動の候補，

Ａは現在の状態ｓで行えるすべての行動,ｒは環境から得られる報酬,α(ｏ＜α二1)は学習率,７(o二γ＜1）
は減衰率である．

Actor-Critic

Actor-Critic[71['2]は，行動を司るActor部と評価を司るCritic部に分かれている．Actor部で行動を選

択し，Critic部で行動の評価を行う．以下の更新式を用いてActor部で行動優先度Ｐ(sMzt)，Critic部で
状態評価値ｖ(８t)を更新する．行動優先度及び状態評価値の更新はエージェントが行動する度に行われる．
ActorCriticの学習モデルは図６である．

行動優先度

Ｐ(８t,ａｔ）←Ｐ(８ｔ,ａｔ)＋αＴＤ－Ｅｒｌｗ

ＴＤ－助γｏｒ＝ｒｔ＋Ｗ(８t+,)－Ｖ(８ｔ）

状態評価値

Ｖ(８t）←（１－α)Ｖ(８t)＋α(rf+,＋Ｗ(８t+,)）

ここで８ｔは状態,『tは環境から得られる報酬,ａｔは選択された行動,γ(O≦γ＜1)は減衰率,α(O＜α二1）
は学習率，Ｐ(８t,ａｔ)は行動優先度，Ｖ(８t)は行動前の状態評価値，Ｖ(８t+1)は行動後の状態評価値，ＴＤ－
ルァのはＴＤ誤差である．行動優先度は，状態８tで行動ａｔのそれぞれを選択する(優先させる)傾向を与
える値である．ＴＤ誤差は，選択された最新の行動ａｔを評価するのに使われる．ある行動に対しＴＤ誤差

が正の場合ならその行動を選択する傾向を強め，負の場合ならその行動を選択する傾向を弱める．

動

図６ActorCriticのモデル

2.4経験強化型

経験強化型は，報酬を獲得できる行動を優先して選択するため最適,性は保障されない．ただし，環境同定

型に比べて非ＭＤＰｓの場合でも学習しやすく，学習速度が速い経験強化型の代表例として，ProfitSharing
がよく知られているず次の節よりProfitShanngについて説明をする．
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ProfitSharing

ProfitSharing[3]は，報酬を得たときにそれまでに使用した状態行勤評価値８t,ａｔを＿括して強化する手
法である．次式を用いて状態行動評価値ｗ(sMLt)を更新する．

Ｗ(８t,ａｔ）←Ｗ(8t,ａｔ)＋八t,rT,Ｔ）

八t,rT,Ｔ）＝DT-t-1rＴ

ここで，ｒは報酬，β(O二β≦1)は減衰率，ｔは現在時刻，Ｔは報酬が発生した時刻である．ノは強化関数
であり，状態行動評価値を強化する関数である．

2.5行動選択法

行動選択法とは，エージェントの行動選択器を司る部分である．上述したQ-learningとProfitSharing

にはよく用いられる行動選択法がある．ここではその行動選択法を説明する．

E-greedy選択法

Q-learningの行動選択法としてE-greedy選択法がよく用いられる．E-greedy選択法とは，Ｅ(O二Ｅ二１）
の確率でランダムに行動を選択し，それ以外の(１－E)の確率では，現在の状態のおいて最大の評価値を持
つ行動を選択する方法である．

ルーレット選択法

ProfitShaJPingの行動選択法としてルーレット選択法がよく用いられる．ルーレット選択法は，ある状態

sにおける各状態行勤評価値Ｗ(８，αi)を全状態行勤評価値の合計Ｚ＠Ｗ(Ｍ)で害'１り，確率を求め，その確
率により行動を選択する方法である．

Ｐ(ｑｉｌ８）＝Ｗ(s,α`)/ＥａＷ(８，α）

3．状態認識

本研究では，エージェントの３つの構成のうち状態認識器に注目する．文献['１では，赤外線近接センサに

よる障害物との距離だけを状態として扱ってきた．図７のような障害物の少ない迷路問題では距離情報だけ

でも学習が見られた．迷路問題はスタートおよびゴールが与えられ，ゴールまでの道には複数の壁が存在

する．しかし，図８のような目標状態に類似した状態(目標類似状態)が複数存在するような迷路問題では
エージェントが目標に到達することが困難になり学習がなされなかった．従来使用してきた距離センサだけ

では学習するには情報が不十分であったと考えた．そのため目標類似状態を判別する方法が必要であった．

そこで，従来からエージェントに搭載されている距離センサによる距離情報だけでなく，カメラによる視

覚情報も状態認識処理に加えることで，目標類似状態と目標状態を区別できるようになるはずである．そ

して，図８のような目標類似状態が複数存在する迷路でも目標状態に到達することが可能になり学習の進

行が見られるようになるのではないかと考えられる．

ＳＴＡＲＴＧＯＡＬ

２

図８目標類似状態が複数存在する迷路図７障害物の少ない迷路
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4．実験

本実験の目的は，文献['１で良い結果が得られたProfitSharingを強化学習手法としてエージェントに適用
し，目標類似状態が複数存在する迷路問題を対象とし，エージェントにカメラを搭載した場合と搭載しない
場合の比較実験を行い，視覚情報の有効性を検証する．本実験はシミュレータで行う．以下ではKheperall
の説明，Webotsの説明，実験環境(実験問題)，実験設定，実験結果と考察の順に説明する．

4.1Kheperall

KheperaIIは，強化学習の研究においてよく用いられるロボットである'5][6]・

エージェントとして扱うロボットKheperallについて述べる．Kheperallの外形を図９に示す．Kheperall
の仕様を以下に示す．

・直径70[mm］

。高さ30[mm］

。重さ80[g］

・ＣＰＵモトローラ68331プロセッサ24[MHz］

･ＲＡＭ512[Kbyte］

・Flashメモリ512[Kbyte］

・ＤＣモータ(速度2～60[Cm/secD2つ

・赤外近接センサと光センサが一体化したものを図10の６箇所に装備

・赤外線センサの有効範囲は70[mm］

図９Kheperall 図１０Kheprallのセンサ位置

4.2Webots

Webotsは，知能ロボット研究者や教育者，技術者のための高機能シミュレータであり，KheDlweDousIょ，大l｣月ELL小ソ１Ｗﾘﾌﾞr冗百ヤ弱〔官有，枚'何F百のための局機能シミュレータであり，KhePeraJ[Ｉのシ

ミュレートでよく用いられる．ロボットの自律動作技術，進化ロボット技術などの知的ロボット技術一般の
実験や，コンピュータ視覚系，人工知能技術などの研究に適した研究開発ツールである．

４３実験環境(実験問題）

問題として迷路問題を扱う．実験で用いた迷路は，図１１のような目標類似状態が複数存在する迷路を用

いる．迷路は離散的な環境ではなく連続的な環境となっている．迷路のサイズは縦60[cm]横60[cm]とす
る．図１１のＳの地点はスタート，Ｇの地点はゴール，Ｘの地点は行き止まりとしている．また，Ｇの地点
には青色のマークがあり，Ｘの地点には黒色のマークがある．エージェントはカメラで青色を見つけたら
ゴール，黒色を見つけたら行き止まりと判断する．
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4.4実験設定

エージェントの設定は，Kheperallの外形及びセンサの設定と同一である．エージェントは１回の行動選
択につき，図１２に示すように前進，左に４５度回転，左に９０度回転，右に４５度回転，右に９０度回転，後

退のどれか１つを行う．１回の行動につき１ステップとする．スタートからゴールまで到達することを１学

習とする．また，図１０の全ての距離センサが障害物を認識した場合，前方に壁があるとし，カメラによる

状態認識を行う．このときエージェントは図１１のＸの地点で黒色を見つけたら行き止まりと判断する．ま

た図１１のＧの地点で青色を見つけたらゴールと判断し１学習終了とする．ProfitSharingのパラメータ設

定は，各初期状態行勤評価値を0.1,減衰率を0.95,報酬を１０とする．両学習法の学習回数は10000回と

する．また，１学習の上限ステップ数20000で実験を行う．

図１２１状態における行動の候補図１１実験問題の目標類似状態が複数存在する迷路

4.5実験結果と考察

図１３にカメラ有り，図１４にカメラ無しの結果を示す．縦軸は１回の学習かかったステップ数，横軸は

学習回数を示す．図１３は，上限20000ステップを越える事がほとんど無く，多くの場合10000ステップ以

下でゴールに到達していることが見られる．それに対し図１４は，上限20000ステップを越えている事が頻

繁に見られる．また，カメラ有りの平均ステップ数は２５７３であるのに対し，カメラ無しの平均ステップ数

は7053であることから，カメラ有りのほうがカメラ無しより少ないステップ数でゴールに到達できること

がわかった．しかし，カメラの有無に関わらずステップ数の収束が見られなかったので学習がなされている

とは言い難い．学習がなされなかった原因として，行き止まりの判別だけでは学習に対する有効な情報とし

て不十分であることが考えられる．
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図１４カメラ無しの実験結果図１３カメラ有りの実験結果

5．むすび

文献[']では，目標類似状態が多数存在する迷路問題に対してエージェントが目標類似状態と目標状態を

判別できず学習の進行が見られない問題があった．

本論文では，エージェントにカメラという視覚情報を与えることで目標類似状態と目標状態を判別でき

るのではないかと考えた．そして強化学習エージェントに対する視覚`情報の有効性についての検証を行う

ため，目標類似状態が複数存在する迷路問題を対象としてエージェントにProfitSharingを適用し，カメラ
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を搭載する場合としない場合の比較実験を行った．その結果，エージェントにカメラを搭載した結果のほう
がゴールに到達し易く，少ないステップ数でゴールに到達できることを示した．しかし，カメラの有無に関
わらず学習がなされていないことがわかった．

本研究では，目標状態と目標類似状態の判別を行えるようにしたが，それ以外に迷路のＴ字路や十字路な
どの特徴的な場所を判別することが可能になれば，学習がなされるのではないかと考えられる．
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Reinfbrcementlearningisknowntobeaframeworkofthelearningcontrolbywhichanagentadapts

himselftoenvironmentthroughtrialanderrorlnourpastresearch,weobservedthatthereinfbrcement

leamingagentwithdistancesensorｓｃｏｕｌｄｎｏｔｌｅａｒｎｏｎｔｈｅｍａｚｅｐｒｏｂｌｅｍhavingplaceswherearevery

similartothegoalpoint、Tbovercomethis,weaddacameraasvisualinfbrmationtothereinfbrcement

learningagent・Ibshowtheeffectivenessofvisualinfbrmation,ｗｅｃｏｍｐａｒｅｔｗｏａｇｅｎｔｓｗｉｔｈｃａｍｅｒａａｎd

nocameraonthediflicultmazeproblem・Ｔｈｅｒｅｓｕｌｔｓｈｏｗｓｔｈａｔｔｈｅｎｕｍｂｅｒｏｆｓtepstheagentwith

camerareachesthegoalislessthanthatoftheagentwithoutcamera．


